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Resumen

Este trabajo presenta un predictor de sub-carga de refrigerante en unidades de techo (RTU) para sistemas de climatización
industrial y comercial, basado en un sistema de inferencia neuro-borroso adaptativo (ANFIS). Las entradas del modelo proceden de
sensores accesibles nativamente mediante el protocolo Modbus, evitando instrumentación adicional. La selección de variables se
realizó mediante análisis de varianza unidireccional (ANOVA), identificando seis medidas de alta relevancia estadı́stica. El modelo
se entrenó combinando datos simulados (NREL) y de campo (Connecticut), obteniendo RMSE= 15 % y MAE= 10,8 % sobre
datos reales. Los resultados preliminares demuestran la viabilidad del enfoque para la estimación continua del nivel de carga sin
sensores adicionales.

Palabras clave: Detección de fallos, diagnóstico de fallos, lógica borrosa, sistemas HVAC, mantenimiento predictivo,
identificación de sistemas

Neuro-fuzzy refrigerant charge predictor for industrial cooling systems

Abstract

This paper presents a refrigerant undercharge predictor for rooftop units (RTU) used in industrial and commercial air conditio-
ning, based on an Adaptive Neuro-Fuzzy Inference System (ANFIS). Model inputs are derived from sensors natively accessible via
the Modbus protocol, requiring no additional instrumentation. Feature selection was performed using one-way ANOVA, identif-
ying six statistically relevant measurements. The model was trained on a combination of simulated (NREL) and field (Connecticut)
data, achieving RMSE= 15 % and MAE= 10.8 % on real-world data. Preliminary results demonstrate the feasibility of continuous
undercharge estimation using only standard Modbus-accessible sensors.
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1. Introducción

La utilización de sistemas de aire acondicionado compacto
o de tipo paquete – Roof Top Units (RTU) – de acuerdo con
U.S. Energy Information Administration (2018) es muy común
para enfriamiento de edificios comerciales o naves industriales,
especialmente en ecosistemas cálidos, y según Wichman and
Braun (2009) pueden representar hasta un 40 % del consumo
energético total del edificio. Una de las fallas mas prevalentes
en este tipo de sistemas compactos (RTUs) es la sub-carga de

refrigerante en el sistema – cuando la carga del refrigerante cae
por debajo de los niveles establecidos por el fabricante debido a
fugas en el sistema. Se puede ver hasta un 50 % de equipos ope-
rando fuera de niveles óptimos en el campo, donde incluso un
10 % de sub-carga puede representar una pérdida de eficiencia
de hasta 8 %, según Kim and Braun (2010).

El mantenimiento tradicional se basa en itinerarios preventi-
vos trimestrales o semestrales, sin que se tenga información so-
bre posibles fallas entre estos periodos Katipamula and Bram-
bley (2005). Las unidades de RTU comerciales disponen cada
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vez más de información de sensores a través de protocolo de co-
municación Modbus, creando una oportunidad de usar los datos
para diagnóstico de los equipos Modbus Organization (2012).

Este trabajo contempla el uso de datos de unidades RTU
disponibles mediante Modbus como alimentación a un sistema
de detección y diagnóstico de fallas (Fault Detection and Diag-
nostics FDD) basado en un modelo de inferencia neuro-borroso
adaptativo (ANFIS).

2. Descripción del conjunto de datos

Este análisis utiliza el conjunto de datos, públicamente
disponibles, Lawrence Berkeley National Laboratory (LBNL)
Fault Detection and Diagnostics Dataset for Rooftop Units,
en el cual se incluyen tres clases de datos: experimentales
(ORNL), de campo (Connecticut) y simulados (NREL) median-
te Modelica-Spawn y Energy Plus. Los datos simulados corres-
ponden a una RTU Trane con compresor de dos etapas, modela-
da en Modelica y acoplada a un edificio de una zona en Energy-
Plus. Simulaciones de 100 dias con resolución de 1 minuto para
cada escenario de falla.

Tabla 1: Especificaciones del conjunto de datos de sub-carga tomados de NREL
Modelica

Fichero Nivel de Carga Datos
1 100 % 144,000
2 100 % - 10 % 144,000
3 100 % - 15 % 144,000
4 100 % - 20 % 144,000

Datos reales tomados por un grupo de investigación de la
Universidad de Connecticut. Para este análisis se toma el sitio
2, una unidad RTU de 10 ton en Colchester, CT. La sub-carga
representa una pérdida del 40 %.

Tabla 2: Especificaciones del conjunto de datos de sub-carga tomados en campo
(sitio 2).

Fichero Nivel de Carga Datos
5 100 % 73,099
6 100 % - 40 % 41,522

Los controladores integrados de las RTUs exponen nati-
vamente, a través de Modbus, variables crı́ticas como tempe-
raturas de aire exterior, retorno y descarga, consumo eléctri-
co del compresor y consignas de capacidad Trane Technolo-
gies (2023). Esta disponibilidad elimina la necesidad de ins-
trumentación adicional y permite el filtrado fı́sico previo (e.g.,
exclusión de datos con compresor inactivo) antes del análisis
estadı́stico.

3. Metodologı́a

La preparación de los datos siguió cuatro principales accio-
nes. Primero, se eliminan todos los registros en los que el com-
presor está apagado, considerando RTU STG STA ≤ 0,1 para los
datos simulados y RTU COMP WATT ≤ 10 W para los reales. En
el segundo paso se eliminan los registros vacı́os o nulos. Para

el tercer paso, los datos se normalizan mediante el método min-
max. El cuarto paso se obtiene una muestra aleatoria de 2, 000
entradas por fichero, escogidas aleatoriamente y sin reemplazo
para obtener un conjunto de datos de entrenamiento balancea-
do.

La selección de valores de medición se realizó mediante un
análisis de varianza unidireccional (ANOVA), una técnica es-
tadı́stica estándar para determinar si las medias de una variable
continua – en este caso un valor de medición – difieren signi-
ficativamente entre grupos discretos – en este caso un grupo es
un fichero de nivel de carga. Montgomery (2017).

El estadı́stico F de ANOVA se define como la relación en-
tre la varianza entre grupos y la varianza dentro de los grupos:

F =
MS A

MS W
, donde MS A es el cuadrado medio entre grupos

(señal) y MS W es el cuadrado medio dentro de los grupos (rui-
do). Un estadı́stico F elevado indica que el valor del sensor
cambia sistemáticamente con el nivel de carga. Se prefirió so-
bre la correlación de Pearson porque la variable de salida es
discreta y la varianza meteorológica domina la señal en análisis
globales de conjuntos HVAC multifuente Schein (2003).

Solo se incluyeron en el ANOVA las filas con el compre-
sor activo, y solo se consideraron como entradas del modelo los
sensores etiquetados como accesibles por Modbus.
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Figura 1: Resultados del estadı́stico F de ANOVA.

Un criterio secundario requirió la no redundancia: sensores
co-lineales (e.g., ZA HUM, OA HUM, RA HUM) se consolidaron en
el representante de mayor rango. Las seis variables seleccio-
nadas fueron: RTU SA TEMP (F = 2329), RTU RA HUM (2154),
RTU COMP WATT (740), RTU RA TEMP (103), RTU SA HUM (20)
y RTU OA TEMP (17).

Como predictor se ha usado un modelo neuroborroso AN-
FIS. El modelo se inicializó mediante partición en malla (grid
partitioning) con 2 funciones de pertenencia campaniformes ge-
neralizadas (gbellmf) por cada entrada, lo que generó 26 = 64



Apellido primer autor, Inicial. et al. / XXI Simposio CEA de Control Inteligente. (2026) 3

reglas. Se seleccionó la partición en malla (grid partitioning)
tras comparación empı́rica con el agrupamiento sustractivo. La
estructura de Takagi-Sugeno produce una salida nı́tida (crisp)
que representa el porcentaje de descarga de refrigerante predi-
cho.

Un desafı́o metodológico es la disponibilidad limitada de
datos de fallos en condiciones reales, anteriormente descritas
como mediciones en campo. Los datos de campo solo cubren
dos niveles (0 % y 40 %), insuficientes para entrenar una cur-
va continua. La estrategia adoptada combina datos simulados
(0 %, 10 %, 15 %, 20 %) con los datos de campo reales (0 %,
40 %) en un único conjunto de entrenamiento, tras aplicar la
normalización calculada sobre el conjunto de datos combinado.

Los datos de las muestras aleatorias de entrenamiento están
estratificados: el 80 % de cada nivel de carga se asigna al entre-
namiento y el 20 % al conjunto de comprobación (check set).

El entrenamiento utilizó el algoritmo de aprendizaje hı́bri-
do estándar de ANFIS: retropropagación (backpropagation) pa-
ra los parámetros (formas de las funciones de pertenencia) y
estimación de mı́nimos cuadrados para los parámetros del con-
secuente (funciones de salida lineales). El conjunto de compro-
bación (check set) balanceado se utilizó como conjunto de va-
lidación para la parada temprana (early stopping), reteniendo el
estado óptimo del modelo (snapshot) asociado al mı́nimo RM-
SE de validación. El entrenamiento se llevó a cabo durante 85
épocas.

4. Resultados preliminares y discusión

La Figura 2 muestra la dispersión de las predicciones por
nivel de carga. El modelo sigue la diagonal para los niveles si-
mulados (0–20 %), con mayor dispersión en el nivel de campo
(40 %).
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Figura 2: Dispersión de predicción por nivel de carga (cruz = media).

La Figura 3 recoge la distribución del error sobre datos
reales. El sesgo positivo de +9,7 % indica tendencia a sobre-
estimar la pérdida de carga, atribuible al desajuste de dominio
entre datos simulados y de campo: las condiciones meteorológi-
cas del dataset de Connecticut difieren de las contempladas en
las simulaciones NREL. La dispersión es mayor en los nive-
les intermedios (10–20 %), ya que los datos reales únicamente
cubren niveles de 0 % y 40 %.
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Figura 3: Distribución del error sobre datos reales (RMSE= 15 %,
MAE= 10,8 %, sesgo=+9,7 %).

5. Conclusiones

Este trabajo demuestra que un predictor ANFIS alimentado
con medidas accesibles por Modbus puede estimar el porcen-
taje de sub-carga de refrigerante en RTUs sin instrumentación
adicional. Los resultados preliminares son prometedores aun-
que muestran sesgo sistemático ligado al desajuste entre domi-
nios de datos. Como trabajo futuro se contemplan: (i) técnicas
de adaptación de dominio para reducir el sesgo; (ii) validación
en un mayor número de sitios de campo; y (iii) integración del
predictor en un sistema FDD completo para su despliegue en
tiempo real mediante Modbus.
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